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摘　 要： 图表示学习在处理图数据中起着至关重要的作用． 在现实应用中，图数据中不可避免地存在噪音，然而现有基于图卷

积网络的研究工作通常假设原始图数据是可靠的． 此外，最近的一些研究工作发现图卷积网络不能很好地融合拓扑结构和节点

特征中的信息． 针对这些不足，本文提出双通道图随机卷积网络模型，用于解决图数据的半监督节点分类问题． 首先，利用数据

增强生成多个不同的节点特征表示，用于减小噪音数据的影响． 然后使增强的节点特征表示同时在拓扑空间和特征空间中进行

传播，并在传播过程中以及传播完成之后，利用注意力机制自适应地融合节点表示． 在 ５ 个真实数据集上的实验结果表明该模

型比基线模型具有更好的分类效果．
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１　 引　 言

图是描述实体之间的成对关系的基本数据结构，如社交

网络、学术网络和蛋白质网络等，学习和挖掘图数据可以帮助

解决各类现实应用问题． 本文的研究重点是图的半监督学习

问题，半监督学习的节点分类是图数据挖掘的一项重要任务，
通过给定图中一小部分节点的标签，来预测图中其他节点的

标签． 图卷积网络（Ｇｒａｐｈ Ｃｏｎｖｏｌｕｔｉｏｎａｌ Ｎｅｔｗｏｒｋ，ＧＣＮ）通过

聚合邻居节点的特征来生成节点的新表示，实现从图数据中

提取有效特征． 近年来图神经网络已经被广泛应用于许多领

域，包括节点分类［１⁃４］ 、图分类［５，６］ 、链路预测［７］ 和推荐系

统［８，９］等．
最近的一些研究［１０］发现 ＧＣＮ 存在一些不足：１）ＧＣＮ 仅

仅通过聚合拓扑图邻居特征来进行分类任务是远远不够的，
由于拓扑图中无法避免地存在噪音边，ＧＣＮ 不能充分融合节

点特征和拓扑结构来提取出相关的信息，影响了最终的分类

性能． 因此，仅通过节点特征在原始拓扑图上的传播无法学习

到可以有效区分节点类别的表示． Ｗａｎｇ 等人［１］ 通过计算节

点特征间相似度后得到一个特征图，然后使节点特征分别在

拓扑图和特征图上进行消息传递，该方法有效地利用了节点

的特征信息，但由于特征图中也会存在噪音边，并且在消息传

递过程中忽略了拓扑图和特征图之间的交互关系，因此该方

法不能有效地突出拓扑图和特征图在消息传递过程中间最有

价值的信息；２）当 ＧＣＮ 层数叠加过多后，节点的表示都倾向

收敛于某一个值，即过度平滑． 固定的传播结构使每个节点高

度依赖于它的邻居，导致在消息传递过程中容易受到节点特

征中潜在的噪音干扰，并且容易受到对抗扰动的影响［１１］ ． 数
据增强技术现已应用于许多图像领域［１２，１３］ ，图像数据增强一

般通过改变图像自身的属性来扩充图像，这种方法不会影响

到其他图像． 但是，图数据和图像数据不同，其中一个显著区

　 　



别是图数据中的节点是相互连接的，而图像是独立的，因此，
图像数据增强的技术无法直接用于图数据增强上． 目前，已有

一些工作对图数据增强技术进行了研究． 例如，Ｗａｎｇ 等人［１４］

提出通过修改节点属性和图结构的数据增强策略，对图中的

每个节点独立地并行增强． 即分别为每个节点用其邻居的属

性来替换自身的部分属性，并添加或删除该节点与其邻居的

边． 但是，这种通过替换节点部分属性的方法不可避免地会导

致节点自身属性信息缺失． Ｚｈａｏ 等人［１５］ 利用链路预测对原

始图有策略的添加边或删除边以提升类内边数并且降低类间

边数，从而来提高节点分类的性能． Ｆｅｎｇ 等人［１１］ 提出一种随

机传播的方法，使节点的特征可以随机地部分或全部丢弃，然
后将扰动的特征表示在拓扑图中进行传播，然后利用一致性

正则化来优化不同节点数据增强表示中未标记节点的预测一

致性． 这两种方法都没有充分利用节点特征中深层次的信息，
因此，图数据增强技术仍有较大的研究空间．

对于图数据的半监督分类问题，为了充分挖掘特征空间

中的信息，学习到多方面的节点表示，本文提出一种面向半监

督节点分类的双通道图随机卷积网络（Ｄｕａｌ⁃ｃｈａｎｎｅｌ Ｇｒａｐｈ
Ｒａｎｄｏｍ Ｃｏｎｖｏｌｕｔｉｏｎａｌ Ｎｅｔｗｏｒｋ，ＤＣ⁃ＧＲＣＮ） ． 主要思想是生成

多个图节点数据增强，使这多个增强的节点特征表示同时在

拓扑空间和特征空间中传播． 首先，为了充分利用节点特征中

的信息并弥补 ＧＣＮ 中节点特征仅在拓扑图上进行信息传播

的不足，除原始的拓扑图外，还利用节点特征生成的 ｋ 近邻图

作为特征图，特征图从节点特征空间角度为每个节点选择与

拓扑图不同的邻居节点，从而减小拓扑图中噪音边的影响． 然
后，为了降低噪音数据的影响，本文随机地对节点特征矩阵中

的数据进行扰动，并将扰动过程重复多次，从而得到多个增强

的节点特征表示． 将这些增强的节点特征表示分别在拓扑空

间和特征空间中同时传播，使得模型能够关注到节点不同方

面的信息，从而达到数据增强的效果． 通过数据增强，降低了

节点对固定邻居的依赖性，由于同一个节点在不同的增强特

征矩阵中学习到的节点表示不同，增加了节点表示的多样性，
从而在一定程度上避免了 ＧＣＮ 的过度平滑问题． 此外，在拓

扑图 ＧＣＮ 和特征图 ＧＣＮ 的传播过程中，引入了一种层级注

意力机制，具体做法为，对于拓扑图和特征图的 ＧＣＮ 在每个

对应隐藏层输出的两种节点表示，通过注意力机制对其进行

动态融合，生成的新节点表示分别作为拓扑图 ＧＣＮ 和特征图

ＧＣＮ 的下一层的输入． 层级注意力机制有助于突出节点表示

中更有价值的信息，降低噪音特征和噪音边的影响． 最后，将
拓扑图 ＧＣＮ 和特征图 ＧＣＮ 最后一层所有的输出动态地进

行结合，得到最终用于分类任务的节点表示． 此外，本文还设

计了一个一致性约束，以保证 ＧＣＮ 最后一层的多个节点表示

之间保持一致性．
本文的主要贡献如下：
１）提出了一种新的 ＧＣＮ 框架 ＤＣ⁃ＧＲＣＮ，它更好地利用

了拓扑空间和特征空间的信息，使 ＧＣＮ 能够关注到节点特征

不同方面的信息．
２）提出了一种用于 ＧＣＮ 间的信息交互方法，它可以自

适应地融合多个 ＧＣＮ 隐藏层中更有价值的信息．
３）在 ５ 个基准数据集上的大量实验表明，本文提出的

ＤＣ⁃ＧＲＣＮ 在半监督节点分类任务上性能提升显著．

２　 相关工作

　 　 现有的图卷积神经网络分为谱方法［１６，１７］ 和空间方

法［３，１８］两类，谱方法从谱域定义图卷积，而空间方法从节点域

出发，通过定义聚合函数来聚合每个中心节点和其邻近节

点［１９］ ． 最早的趋势之一是将图的傅里叶变换应用于谱域［１６］ ．
然后，Ｄｅｆｆｅｒｒａｒｄ 等人［１７］ 进一步利用图拉普拉斯的切比雪夫

展开来提高效率． 后来，Ｋｉｐｆ 等人［１８］简化了卷积运算，提出只

聚合单跳邻居的节点特征的 ＧＣＮ 模型：

Ｚ（ ｌ ＋ １） ＝ ＲｅＬＵ（Ｄ⁃ １２ Ａ Ｄ⁃ １２ Ｚ（ ｌ）Ｗ（ ｌ） ） （１）

其中，Ａ ＝ Ａ ＋ Ｉ 是添加自连接的无向图 Ｇ 的邻接矩阵，Ｉ 是单

位矩阵，Ｄ 是 Ａ 的度矩阵，Ｗ（ ｌ）是可训练的权重矩阵． 基于空

间的图卷积神经网络主要思想来源于对图像数据卷积运算的

传统卷积网络，将卷积运算从图像数据推广到图形数据中，其
核心思想是图传播，通过聚合节点自身的特征和它的近邻节

点特征来生成节点的新的表示．
近年来，许多新的图神经网络被提出． Ｈａｍｉｌｔｏｎ［２］ 等人提

出的 ＧｒａｐｈＳＡＧＥ 是一种能够利用节点的特征信息高效产生

未知节点表示的一种归纳式学习的框架，其核心思想是学习

一个对邻居节点进行聚合的函数来生成目标节点的表示．
Ｖｅｌｉｃ̌ｋｏｖｉ ｃ′等人［３］ 提出 ＧＡＴ 模型，在 ＧＣＮ 的基础上引入注

意力机制，在图卷积过程中为不同的邻居节点分配不同的权

重． Ａｂｕ⁃Ｅｌ⁃Ｈａｉｊａ 等人［２０］ 提出 ＭｉｘＨｏｐ 模型，针对 ＧＣＮ 在图

卷积过程中只能使用邻居节点的信息的缺点，提出多阶邻域

的卷积，对不同的邻域采用不同的聚合方式，然后将节点表示

拼接或用其他方式结合起来． 虽然 ＭｉｘＨｏｐ 没有使用注意力

机制来学习邻居的重要性，但其性能依然大幅超过 ＧＡＴ． Ｗｕ
等人［２１］提出一个具体度的图神经网络 ＤＥＭＯ⁃Ｎｅｔ，为不同度

的节点使用不同的图卷积，从而保持具体度的图结构． Ｗａｎｇ
等人［１］根据特征与结构之间的相似性对节点标签预测是相

互补充的特点，同时从节点特征、拓扑结构及其组合中学习两

种特定的节点表示的和一个共同的节点表示，然后利用注意

机制学习这 ３ 种不同节点表示的重要性权重，最后将这些节

点表示自适应地融合为用于分类任务的节点表示． Ｊｉｎ 等

人［１０］发现图神经网络的聚集过程往往会破坏原始特征空间

中的节点相似性，为了平衡图结构和节点特征的信息，提出一

种特征相似性保持聚合方法，它可以自适应集成图结构和节

点特征． Ｓｈｉ 等人［２２］利用条件对抗生成网络的特性来加强不

同类别之间的区别，同时，通过最小化未标记节点在嵌入空间

中的差异，约束未标记节点遵循与已标记节点相似的分布．
Ｊｉｎ 等人［２３］从局部和全局的角度将拓扑图生成为两个增强

图，然后使用孪生网络，通过跨视图和跨网络的对比学习损失

来提高两个增强图的节点表示之前的一致性． Ｐｅｉ 等人［２４］ 从

节点特征空间中找到离节点距离比较近的节点集合作为邻居

节点，并且在消息传递过程中，将二维空间划分成多个区域，
对不同区域的节点分块聚合，然后将这些分块信息整合，得到

最终的节点表示． Ｓｕｒｅｓｈ 等人［２５］利用原始拓扑图中的结构信

息和节点的邻居信息生成一个新的图，该图增加了邻居结构

等价的节点间的关联程度，并对每个节点的结构信息和邻居

信息进行编码，然后在生成的新图上进行消息传递．
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３　 问题定义

　 　 本文主要研究图数据的半监督节点分类任务． 设 Ｇ ＝
（Ａ，Ｘ）表示一个图，其中 Ａ∈ＲＲ ｎ × ｎ是有 ｎ 个节点的邻接矩

阵，对于其中的一个元素 Ａｉｊ ＝ １ 表示节点 ｖｉ 与节点 ｖｊ 有一条

边相连，否则 Ａｉｊ ＝ ０，Ｘ∈ＲＲ ｎ × ｄ是 ｎ 个节点的特征向量，ｄ 是特

征向量的维度． 图中的每一个节点 ｖｉ 有它的特征向量 ｘｉ∈Ｘ
和标签 ｙｉ∈Ｙ∈｛０，１｝ ｎ × ｃ，其中 ｃ 表示标签类别数．对于半监督

分类，给定 ｍ个（０ ＜ｍ≼ｎ）节点的标签 ＹＬ，目标是学习一个预测

函数 ｆ：Ｇ，ＹＬ→ＹＵ，即学习出其余未给出标签节点的标签 ＹＵ ．

４　 模　 型

　 　 本节详细介绍了提出的模型：双通道图随机卷积网络

（Ｄｕａｌ⁃ｃｈａｎｎｅｌ Ｇｒａｐｈ Ｒａｎｄｏｍ Ｃｏｎｖｏｌｕｔｉｏｎａｌ Ｎｅｔｗｏｒｋ， ＤＣ⁃
ＧＲＣＮ） ． 总体框架如图 １ 所示，主要思想是通过数据增强生

成多个节点特征表示，将这多个节点特征表示同时在拓扑空

间和特征空间中传播． Ａｔ 是原始的拓扑图邻接矩阵，Ｘ 是节

点特征矩阵． 首先，本文基于节点特征 Ｘ 构造了一个特征图

的邻接矩阵 Ａｆ，然后设计了一种节点数据增强的方式，根据

节点特征矩阵 Ｘ 生成 Ｈ 个节点特征增强矩阵 Ｘ（１） ，…，Ｘ（Ｈ） ，

图 １　 ＤＣ⁃ＧＲＣＮ 结构图

Ｆｉｇ． １　 Ａｒｃｈｉｔｅｃｔｕｒｅ ｏｆ ＤＣ⁃ＧＲＣＮ

对于每一个特征增强矩阵 Ｘ（ｈ） ，使其分别在拓扑图 ＧＣＮ 和

特征图 ＧＣＮ 中进行传播． 并且，在每一次传播中，将拓扑图

ＧＣＮ 和特征图 ＧＣＮ 的每个隐藏层对应输出的两种节点表示

通过层级注意力动态地融合，生成新的节点表示分别作为下

一次传播的输入． 最后，自适应地将 ＧＣＮ 最后一层所有的输

出融合，得到最终的节点表示 Ｚ 进行节点分类任务． 另外，对
ＧＣＮ 最后一层所有的输出进行一致性约束．
４． １　 构建特征图

经典的 ＧＣＮ 通常将邻居节点的特征信息聚合到自身来

学习节点表示． 由于原始拓扑图中无法避免存在噪音边，这种

只通过原始拓扑图来学习节点表示的方法远远不能准确的区

分出节点的类别． 为了解决这个问题，自然的想法就是充分地

利用节点特征信息． 因此，基于节点的特征 Ｘ，构造出特征图

Ｇｆ ＝ （Ａｆ，Ｘ），其中 Ａｆ∈ＲＲ ｎ × ｎ是特征图的邻接矩阵．
具体来说，首先使用距离度量函数，例如，余弦相似度、欧

氏距离等，计算 ｎ 个节点的相似度矩阵 Ｓ． 本文统一使用余弦

相似度来计算节点间的相似度，对于节点 ｖｉ 和 ｖｊ，将它们的

特征向量记为 ｘｉ 和 ｘｊ，它们的余弦相似度为：

Ｓｉｊ ＝
ｘｉ·ｘｊ

‖ｘｉ‖‖ｘｊ‖
（２）

得到 ｎ 个节点的相似度矩阵 Ｓ 后，为每个节点选择前 ｋ 个相

似节点，这些节点对组成特征图邻接矩阵 Ａｆ 的边．

４． ２　 图数据增强层

对于节点的特征矩阵 Ｘ，通过随机删除 Ｘ 中的元素来生

成 Ｈ 个增强的特征矩阵 Ｘ（１） ，…，Ｘ（Ｈ） ． 具体来说，在训练期

间，每一次特征增强是随机地将 Ｘ 中的元素按行置为 ０，具体

表示为：
ｘｉ ＝ εｉ·ｘｉ （３）

其中，εｉ 来自 Ｂｅｒｎｏｕｌｌｉ（１⁃δ），δ 是用来控制节点特征被置 ０ 的

概率的超参数，ｘｉ 表示 Ｘ 的第 ｉ 行．
增强的特征矩阵 Ｘ（１） ，…，Ｘ（Ｈ） 使得 ＧＣＮ 在聚合过程中

每个节点的特征随机地与其邻居的特征结合在一起，降低了

节点对邻居的依赖性，能够增强模型的鲁棒性． 值得注意的

是，数据增强过程只在训练期间执行，在推理过程中，不进行

数据增强，即输入到 ＧＣＮ 的节点特征为原始的节点特征矩阵 Ｘ．
４． ３　 双通道图卷积网络

双通道图随机卷积网络由 ３ 部分组成：拓扑图 ＧＣＮ、特
征图 ＧＣＮ 和层级注意力． 首先将 Ｈ 个增强的特征矩阵 Ｘ（１） ，
…，Ｘ（Ｈ）分别输入到拓扑图 ＧＣＮ 和特征图 ＧＣＮ． 对于特征图

ＧＣＮ，输入图为 Ｇｆ ＝ （Ａｆ，Ｘ） ． 第 ｈ 个增强的特征矩阵 Ｘ（ｈ） ，
在特征图 ＧＣＮ 第 ｌ 层的输出可以表示为：

Ｚ（ｈ）（ ｌ）
ｆ ＝ ＲｅＬＵ（Ｄ⁃ １２ｆ

Ａｆ
Ｄ⁃ １２ｆ

Ｚ（ｈ）（ ｌ⁃１）Ｗ（ ｌ）
ｆ ） （４）

其中，ＲｅＬＵ 是激活函数，Ａｆ ＝ Ａｆ ＋ Ｉｆ，Ｉｆ 是单位矩阵，Ｄｆ 是 Ａｆ

的度矩阵，Ｗ（ ｌ）
ｆ 是特征图 ＧＣＮ 第 ｌ 层的权重矩阵，Ｚ（ｈ）（ ｌ⁃１） 是
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经过层级注意力更新后得到的节点表示（公式（５）） ． 另外，为
了共享信息，特征图 ＧＣＮ 的每一层各节点特征表示共享相同

的权重矩阵 Ｗ（ ｌ）
ｆ ．

对于拓扑图 ＧＣＮ，输入图为 Ｇｔ ＝ （Ａｔ，Ｘ），其中 Ａｔ ＝ Ａ 为

原始拓扑图． 同样地，第 ｈ 个增强的特征矩阵 Ｘ（ｈ） ，在拓扑图

ＧＣＮ 第 ｌ 层的输出表示为：Ｚ（ｈ）（ ｌ）
ｔ ． 与特征图 ＧＣＮ 一样，拓扑

图 ＧＣＮ 的每一层各节点特征表示共享相同的权重矩阵Ｗ（ｌ）
ｔ ．

通过上面的方法，可以分别在特征空间和拓扑空间上学

习到多种节点表示． 为了结合这些表示，并突出更有价值的信

息［２６］ ，本文设计了一种将拓扑图 ＧＣＮ 和特征图 ＧＣＮ 的隐藏

层中对应的节点表示自适应地结合的方法，从而得到更有效

的节点表示：
Ｚ（ｈ）（ ｌ） ＝ α（ｈ）（ ｌ）

ｔ Ｚ（ｈ）（ ｌ）
ｔ ＋ α（ｈ）（ ｌ）

ｆ Ｚ（ｈ）（ ｌ）
ｆ （５）

其中，α（ｈ）（ ｌ）
ｔ 和 α（ｈ）（ ｌ）

ｆ 是通过注意力机制得到的注意力权重

对角矩阵（公式（９）） ．
为了计算层级注意力，首先，使用注意力机制学习对应节

点表示相应的重要性：
（α（ｈ）（ ｌ）

ｔ ，α（ｈ）（ ｌ）
ｆ ） ＝ ａｔｔ（Ｚ（ｈ）（ ｌ）

ｔ ，Ｚ（ｈ）（ ｌ）
ｆ ） （６）

其中 α（ｈ）（ ｌ）
ｔ ，α（ｈ）（ ｌ）

ｆ ∈ＲＲ ｎ × １分别表示 Ｚ（ｈ）（ ｌ）
ｔ 和 Ｚ（ｈ）（ ｌ）

ｆ 的 ｎ 个节

点的注意力值．
关注于节点 ｖｉ，它在 Ｚ（ｈ）（ ｌ）

ｆ 中的表示为 ｚｆｉ∈ＲＲ １ × ｍ ． 首先

得到注意力值 ｗｆｉ：
ｗｆｉ ＝ ｖＴ·ｔａｎｈ（Ｗ１·（ｚｆｉ） Ｔ ＋ ｂ１） （７）

其中，Ｗ１∈ＲＲ ｍ × ｍ′是权重矩阵，ｂ１ ∈ＲＲ ｍ′ × １是偏置向量，ｖ∈ＲＲ
ｍ′ × １是一个共享的注意力向量． 同样地，ｚｔｉ的注意力值为 ｗｔｉ ．
然后，使用 ｓｏｆｔｍａｘ 函数对 ｗｆｉ和 ｗｔｉ进行归一化，得到最终的

权重：
αｆｉ ＝ ｓｏｆｔｍａｘ（ｗｆｉ） （８）

其中，αｆｉ的值越大，表明对应的节点表示越重要． 同样地，αｔｉ ＝
ｓｏｆｔｍａｘ（ｗｔｉ） ． 对于第 ｈ 个增强的特征矩阵在第 ｌ 层的所有 ｎ
个节点，得到 α（ｈ）（ ｌ）

ｔ ＝ ［αｔ１，…，αｔｎ］和 α（ｈ）（ ｌ）
ｆ ＝ ［αｆ１，…，αｆｎ］ ．

最后，注意力权重对角矩阵为：
α（ｈ）（ ｌ）
ｔ ＝ ｄｉａｇ（α（ｈ）（ ｌ）

ｔ ）
α（ｈ）（ ｌ）
ｆ ＝ ｄｉａｇ（α（ｈ）（ ｌ）

ｆ ） （９）
其中 α（ｈ）（ ｌ）

ｔ ，α（ｈ）（ ｌ）
ｆ ∈ＲＲ ｎ × ｎ ．

Ｈ 个增强的节点特征矩阵 Ｘ（１） ，…，Ｘ（Ｈ）分别与两种输入

图 Ｇｔ 和 Ｇｆ 进行图卷积操作，拓扑图 ＧＣＮ 和特征图 ＧＣＮ 的

输出得到 ２Ｈ 个节点表示 Ｚ（１）
Ｔ ，…，Ｚ（Ｈ）

Ｔ ，Ｚ（１）
Ｆ ，…，Ｚ（Ｈ）

Ｆ ．
４． ４　 注意力机制

得到 ２Ｈ 个节点表示 Ｚ（１）
Ｔ ，…，Ｚ（Ｈ）

Ｔ ，Ｚ（１）
Ｆ ，…，Ｚ（Ｈ）

Ｆ 后，首
先，使用注意力机制来学习他们相应的重要性：
（α（１）

Ｔ ，…，α（Ｈ）
Ｔ ，α（１）

Ｆ ，…，α（Ｈ）
Ｆ ） ＝ ａｔｔ（Ｚ（１）

Ｔ ，…，Ｚ（Ｈ）
Ｔ ，Ｚ（１）

Ｆ ，…，Ｚ（Ｈ）
Ｆ ）
（１０）

然后，与层级注意力一样，计算出注意力权重对角矩阵

α（１）
Ｔ ，…，α（Ｈ）

Ｔ ，α（１）
Ｆ ，…，α（Ｈ）

Ｆ ． 最后，通过注意力权重对角矩阵

来结合这 ２Ｈ 个节点表示，得到最终的节点表示 Ｚ：

Ｚ ＝ ∑
Ｈ

ｈ ＝１
（α（ｈ）

Ｔ Ｚ（ｈ）
Ｔ ＋ α（ｈ）

Ｆ Ｚ（ｈ）
Ｆ ） （１１）

４． ５　 损失函数

根据最终的节点表示 Ｚ，可以得到 ｎ 个节点的预测 Ｙ^：

Ｙ^ ＝ ｓｏｆｔｍａｘ（Ｚ·Ｗ２ ＋ ｂ２） （１２）
其中 Ｙ^∈ＲＲ ｎ × ｃ，ｃ 的大小为节点的类别数． 然后由预测的标签

Ｙ^ 与真实标签 Ｙ 计算交叉熵损失 Ｌｃｌａｓｓ：

Ｌｃｌａｓｓ ＝ ⁃∑
ｌ∈Ｌ
∑

ｃ

ｉ ＝１
Ｙｌｉ ｌｎＹ^ｌｉ （１３）

其中 Ｌ 是训练集中有标签的数据．
另外，尽管在特征传播过程中层级注意力机制使拓扑图

ＧＣＮ 和特征图 ＧＣＮ 的节点表示进行了交互，为了突出共同

信息，设计了一个一致性正则化损失，以约束 ＧＣＮ 最后一层

输出的一共 ２Ｈ 个节点表示 Ｚ（１）
Ｔ ，…，Ｚ（Ｈ）

Ｔ ，Ｚ（１）
Ｆ ，…，Ｚ（Ｈ）

Ｆ 的分

布距离． 首先，对于节点 ｖｉ，通过取所有分布的平均值来计算

节点表示的分布中心：

Ｚｉ ＝
１
２Ｈ∑

Ｈ

ｈ ＝１
（Ｚ（ｈ）

Ｔｉ ＋ Ｚ（ｈ）
Ｆｉ ） （１４）

然后，使 ＺＴｉ和 ＺＦｉ与 Ｚｉ 间的距离在一定程度上相似，一
致性约束损失为：

Ｌｃｏｎ ＝ １
Ｈ ∑

Ｈ

ｈ ＝１
∑
ｎ⁃１

ｉ ＝０
‖Ｚｉ ⁃Ｚ（ｈ）

Ｔｉ ‖２
２ ＋ １

Ｈ ∑
Ｈ

ｈ ＝１
∑
ｎ⁃１

ｉ ＝０
‖Ｚｉ ⁃Ｚ（ｈ）

Ｆｉ ‖２
２（１５）

结合节点分类任务的交叉熵损失和一致性约束损失，总
的损失函数为：

Ｌ ＝ Ｌｃｌａｓｓ ＋ γＬｃｏｎ （１６）
其中 γ 是一致性约束的超参数． 在训练集中有标签数据的指

导下，通过反向传播来训练模型，学习用于分类的节点表示．

５　 实　 验

５． １　 实验设置

５． １． １　 数据集

本文在 ５ 个真实数据集上评估了提出的方法，数据集统

计汇总如表 １ 所示．

表 １　 数据集统计

Ｔａｂｌｅ １　 Ｓｔａｔｉｓｔｉｃｓ ｏｆ ｔｈｅ ｄａｔａｓｅｔｓ

节点
个数 边个数 类别数 特征

维度 训练集 测试集

ＡＣＭ ３０２５ １３１２８ ３ １８７０ ６０ ／ １２０ ／ １８０ １０００
ＢｌｏｇＣａｔａｌｏｇ ５１９６ １７１７４３ ６ ８１８９ １２０ ／ ２４０ ／ ３６０ １０００
ＣｉｔｅＳｅｅｒ ３３２７ ４７３２ ６ ３７０３ １２０ ／ ２４０ ／ ３６０ １０００
Ｆｌｉｃｋｒ ７５７５ ２３９７３８ ９ １２０４７ １８０ ／ ３６０ ／ ５４０ １０００
ＵＡＩ２０１０ ３０６７ ２８３１１ １９ ４９７３ ３８０ ／ ７６０ ／ １１４０ １０００

　 　 ＡＣＭ［２７］ ：该网络是从 ＡＣＭ 数据集中提取的，其中节点

代表论文． 如果两篇论文的作者相同，那么它们之间有一条

边． 论文分为数据库、无线通信、数据挖掘 ３ 类． 其特征是论文

关键词的词袋表示．
ＢｌｏｇＣａｔａｌｏｇ［２８］ ：它是一个博客社区社交网络的数据集，

其中包含 ５１９６ 个用户节点，１７１７４３ 条边表示用户交互． 用户

可以将他们的博客注册到 ６ 个不同的预定义类中，这些类为

节点的标签．
ＣｉｔｅＳｅｅｒ［１８］：这是一个论文引用网络，记录了论文之间引

用或被引用信息，节点表示论文，共分为 ６ 类，节点属性是论

文的词袋表示．
Ｆｌｉｃｋｒ［２８］：这是一个包含 ７５７５ 个节点的基准社交网络数

据集． 每个节点表示一个用户，边代表用户之间的关系． 根据

９５６１８ 期　 　 　 　 　 　 　 李程鸿 等：面向半监督节点分类的双通道图随机卷积网络 　 　



用户的兴趣组将所有节点划分为 ９ 类．
ＵＡＩ２０１０［２９］ ：该数据集有 ３０６７ 个节点和 ２８３１１ 条边．

５． １． ２　 基线

为了验证本文提出的模型，将提出的方法与一些最先进

的方法进行了比较． 本文使用的基线结果来自 ＡＭ⁃ＧＣＮ［１］ ．
ＤｅｅｐＷａｌｋ［３０］是一种网络嵌入方法，它使用随机游走来

获取节点序列，然后借助自然语言处理的思想，将生成的节点

序列看作由单词组成的句子，所有的序列可以看作一个大的

语料库，最后利用 ｗｏｒｄ２ｖｅｃ 将每一个顶点表示为一个相同维

度的向量．
ＬＩＮＥ［３１］是一种大规模的网络嵌入方法，分别保持网络

的一阶和二阶邻近性，针对经典随机梯度下降算法的局限性，
提出了一种边缘采样算法，提高了推理的效率和效果．

Ｃｈｅｂｙｓｈｅｖ［１７］是利用切比雪夫滤波器在谱域实现图卷积

神经网络的方法．
ＧＣＮ［１８］是一种半监督图卷积网络模型，它通过聚合邻

居的信息来学习节点表示．
ｋＮＮ⁃ＧＣＮ［１］使用由特征矩阵得到的特征图代替传统的

拓扑图作为 ＧＣＮ 的输入图．
ＧＡＴ［３］在 ＧＣＮ 的基础上引入注意力机制，在图卷积过

程中为不同的邻居节点分配不同的权重．
ＤＥＭＯ⁃Ｎｅｔ［２１］是一个具体度的图神经网络，提出多任务

图卷积，即为不同度的节点使用不同的图卷积，从而保持具体

度的图结构．
ＭｉｘＨｏｐ［２０］针对 ＧＣＮ 在图卷积过程中只能使用邻居节

点的信息的缺点，提出多阶邻域的卷积，对不同的邻域采用不

同的聚合方式，然后将结果拼接或用其他方式结合．
ＡＭ⁃ＧＣＮ［１］同时从节点特征、拓扑结构及其组合中提取

两个特定节点表示的和一个共同的节点表示，并利用注意机

制学习这 ３ 种不同节点表示的重要性权重，将这些节点表示

自适应地融合为最终的节点表示．
５． １． ３　 参数设置

在实验中，数据集采用 ＡＭ⁃ＧＣＮ 相同的划分方式，即为

训练集选择 ３ 种标签率（每类有 ２０、４０、６０ 个标签节点），测试

集包含 １０００ 个节点． 数据增强层中，数据增强次数 Ｈ∈｛１，２，
…，５｝，伯努利概率 δ∈｛０． １，０． ２，…，０． ５｝ ． 同时训练两个具

有相同隐藏层数 ｎｈｉｄ１ 和相同输出维数 ｎｈｉｄ２ 的两层 ＧＣＮ 网

络，其中 ｎｈｉｄ１∈｛５１２，７６８｝、ｎｈｉｄ２∈｛１２８，２５６｝，ｄｒｏｐｏｕｔ 为
０． ５． Ａｄａｍ 优化器的学习率和权重衰减范围为 ｛０． ０００１，
０． ０００５，０． ００１，０． ００５｝ ． 特征图中 ｋ 近邻的 ｋ∈｛２，３，…，２０｝ ．
另外，一致性约束超参数取值范围为 γ∈｛０． ０００１，０． ００１，
０． ０１，０． １，１｝ ． 对于所有方法，本文使用随机初始化运行实验

５ 次，然后取平均作为最终的结果．
５． ２　 节点分类

节点分类的结果如表 ２ 所示，Ｌ ／ Ｃ 为每类标记节点的数

量． 实验结果分析如下：

表 ２　 节点分类结果（％ ） ． （粗体：最优结果；下划线：次优结果）
Ｔａｂｌｅ ２　 Ｎｏｄｅ ｃｌａｓｓｉｆｉｃａｔｉｏｎ ｒｅｓｕｌｔｓ（％ ） ． （Ｔｈｅ ｂｅｓｔ ｒｅｓｕｌｔ ｏｎ ｅａｃｈ ｄａｔａｓｅｔ ａｒｅ ｉｎ ｂｏｌｄ． Ｔｈｅ ｓｅｃｏｎｄ⁃ｂｅｓｔ ｏｎｅｓ ａｒｅ ｕｎｄｅｒｌｉｎｅｄ）

数据集 度量指标 Ｌ ／ Ｃ ＤｅｅｐＷａｌｋ ＬＩＮＥ Ｃｈｅｂｙｓｈｅｖ ＧＣＮ ｋＮＮ⁃ＧＣＮ ＧＡＴ ＤＥＭＯ⁃Ｎｅｔ ＭｉｘＨｏｐ ＡＭ⁃ＧＣＮ ＤＣ⁃ＧＲＣＮ

ＡＣＭ

ＡＣＣ

Ｆ１

２０ ６２． ６９ ４１． ２８ ７５． ２４ ８７． ８０ ７８． ５２ ８７． ３６ ８４． ４８ ８１． ０８ ９０． ４０ ９１． ７８
４０ ６３． ００ ４５． ８３ ８１． ６４ ８９． ０６ ８１． ６６ ８８． ６０ ８５． ７０ ８２． ３４ ９０． ７６ ９２． ３６
６０ ６７． ０３ ５０． ４１ ８５． ４３ ９０． ５４ ８２． ００ ９０． ４０ ８６． ５５ ８３． ０９ ９１． ４２ ９２． ４２
２０ ６２． １１ ４０． １２ ７４． ８６ ８７． ８２ ７８． １４ ８７． ４４ ８４． １６ ８１． ４０ ９０． ４３ ９１． ７５
４０ ６１． ８８ ４５． ７９ ８１． ２６ ８９． ００ ８１． ５３ ８８． ５５ ８４． ８３ ８１． １３ ９０． ６６ ９２． ３０
６０ ６６． ９９ ４９． ９２ ８５． ２６ ９０． ４９ ８１． ９５ ９０． ３９ ８４． ０５ ８２． ２４ ９１． ３６ ９２． ３８

ＢｌｏｇＣａｔａｌｏｇ

ＡＣＣ

Ｆ１

２０ ３８． ６７ ５８． ７５ ３８． ０８ ６９． ８４ ７５． ４９ ６４． ０８ ５４． １９ ６５． ４６ ８１． ９８ ８７． １８
４０ ５０． ８０ ６１． １２ ５６． ２８ ７１． ２８ ８０． ８４ ６７． ４０ ６３． ４７ ７１． ６６ ８４． ９４ ８９． ７４
６０ ５５． ０２ ６４． ５３ ７０． ０６ ７２． ６６ ８２． ４６ ６９． ９５ ７６． ８１ ７７． ４４ ８７． ３０ ９１． ０６
２０ ３４． ９６ ５７． ７５ ３３． ３９ ６８． ７３ ７２． ５３ ６３． ３８ ５２． ７９ ６４． ８９ ８１． ３６ ８６． ７１
４０ ４８． ６１ ６０． ７２ ５３． ８６ ７０． ７１ ８０． １６ ６６． ３９ ６３． ０９ ７０． ８４ ８４． ３２ ８９． ４５
６０ ５３． ５６ ６３． ８１ ６８． ３７ ７１． ８０ ８１． ９０ ６９． ０８ ７６． ７３ ７６． ３８ ８６． ９４ ９０． ７６

ＣｉｔｅＳｅｅｒ

ＡＣＣ

Ｆ１

２０ ４３． ４７ ３２． ７１ ６９． ８０ ７０． ３０ ６１． ３５ ７２． ５０ ６９． ５０ ７１． ４０ ７３． １０ ７４． １２
４０ ４５． １５ ３３． ３２ ７１． ６４ ７３． １０ ６１． ５４ ７３． ０４ ７０． ４４ ７１． ４８ ７４． ７０ ７５． ２６
６０ ４８． ８６ ３５． ３９ ７３． ２６ ７４． ４８ ６２． ３８ ７４． ７６ ７１． ８６ ７２． １６ ７５． ５６ ７６． ０８
２０ ３８． ０９ ３１． ７５ ６５． ９２ ６７． ５０ ５８． ８６ ６８． １４ ６７． ８４ ６６． ９６ ６８． ４２ ６９． ４８
４０ ４３． １８ ３２． ４２ ６８． ３１ ６９． ７０ ５９． ３３ ６９． ５８ ６６． ９７ ６７． ４０ ６９． ８１ ７０． ７６
６０ ４８． ０１ ３４． ３７ ７０． ３１ ７１． ２４ ６０． ０７ ７１． ６０ ６８． ２２ ６９． ３１ ７０． ９２ ７２． ０２

Ｆｌｉｃｋｒ

ＡＣＣ

Ｆ１

２０ ２４． ３３ ３３． ２５ ２３． ２６ ４１． ４２ ６９． ２８ ３８． ５２ ３４． ８９ ３９． ５６ ７５． ２６ ８２． １４
４０ ２８． ７９ ３７． ６７ ３５． １０ ４５． ４８ ７５． ０８ ３８． ４４ ４６． ５７ ５５． １９ ８０． ０６ ８５． ８４
６０ ３０． １０ ３８． ５４ ４１． ７０ ４７． ９６ ７７． ９４ ３８． ９６ ５７． ３０ ６４． ９６ ８２． １０ ８６． ４６
２０ ２１． ３３ ３１． １９ ２１． ２７ ３９． ９５ ７０． ３３ ３７． ００ ３３． ５３ ４０． １３ ７４． ６３ ８１． ８２
４０ ２６． ９０ ３７． １２ ３３． ５３ ４３． ２７ ７５． ４０ ３６． ９４ ４５． ２３ ５６． ２５ ７９． ３６ ８５． ７６
６０ ２７． ２８ ３７． ７７ ４０． １７ ４６． ５８ ７７． ９７ ３７． ３５ ５６． ４９ ６５． ７３ ８１． ８１ ８６． ４６

ＵＡＩ２０１０

ＡＣＣ

Ｆ１

２０ ４２． ０２ ４３． ４７ ５０． ０２ ４９． ８８ ６６． ０６ ５６． ９２ ２３． ４５ ６１． ５６ ７０． １０ ７５． ４４
４０ ５１． ２６ ４５． ３７ ５８． １８ ５１． ８０ ６８． ７４ ６３． ７４ ３０． ２９ ６５． ０５ ７３． １４ ７６． ５４
６０ ５４． ３７ ５１． ０５ ５９． ８２ ５４． ４０ ７１． ６４ ６８． ４４ ３４． １１ ６７． ６６ ７４． ４０ ７９． ２４
２０ ３２． ９３ ３７． ０１ ３３． ６５ ３２． ８６ ５２． ４３ ３９． ６１ １６． ８２ ４９． １９ ５５． ６１ ６２． ６０
４０ ４６． ０１ ３９． ６２ ３８． ８０ ３３． ８０ ５４． ４５ ４５． ０８ ２６． ３６ ５３． ８６ ６４． ８８ ６６． ９９
６０ ４４． ４３ ４３． ７６ ４０． ６０ ３４． １２ ５４． ７８ ４８． ９７ ２９． ０５ ５６． ３１ ６５． ９９ ７１． ２２
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　 　 １）与所有的基线相比，本文提出的 ＤＣ⁃ＧＲＣＮ 在所有的

数据集上均达到了最优水平． 与最优的基线 ＡＭ⁃ＧＣＮ［１］ 相

比，本文提出的模型在 ＢｌｏｇＣａｔａｌｏｇ 数据集上准确率最大提升

６． ３４ 个百分点，ｍａｃｒｏ Ｆ１⁃ｓｃｏｒｅ 最大提升 ６． ５７ 个百分点；在
Ｆｌｉｃｋｒ 数据集上准确率最大提升 ９． １４ 个百分点，ｍａｃｒｏ Ｆ１⁃
ｓｃｏｒｅ 最大提升 ９． ６３ 个百分点． 实验结果表明了 ＤＣ⁃ＧＲＣＮ
的有效性，ＤＣ⁃ＧＲＣＮ 能够更加充分地融合拓扑结构和节点

特征间更深层次的信息，进一步有效地利用节点特征中的信息．
２）通过对比 ｋＮＮ⁃ＧＣＮ 和 ＧＣＮ 的结果，可以发现拓扑图

和特征图确实存在结构差异． 并且，对于数据集 ＢｌｏｇＣａｔａｌｏｇ、
Ｆｌｉｃｋｒ 和 ＵＡＩ２０１０ 这 ３ 个数据集上，ｋＮＮ⁃ＧＣＮ 的结果要明显

优于 ＧＣＮ，进一步说明了引入特征图的重要性．
３）在所有数据集上，ＤＣ⁃ＧＲＣＮ 始终优于 ＧＣＮ 和 ｋＮＮ⁃

ＧＣＮ，这说明 ＤＣ⁃ＧＲＣＮ 中注意力机制的有效性，它们可以自

适应地从拓扑空间和特征空间中提取出最有用的信息．
４）对于同一个数据集，标签率越高，模型的性能越高，表

明 ＤＣ⁃ＧＲＣＮ 能够有效地使用节点的标签指导信息．
５． ３　 消融实验

本节研究层级注意力、一致性约束和图数据增强对 ＤＣ⁃
ＧＲＣＮ 的贡献． 主要包括 ３ 部分：

１）ｗ ／ ｏ ＬＡ． 移除层级注意力模块，在进行 ＧＣＮ 过程中，
不对拓扑图 ＧＣＮ 和特征图 ＧＣＮ 的隐藏层节点表示进行交互．

２）ｗ ／ ｏ ＣＣ． 移除一致性约束损失，在损失函数中不对

ＧＣＮ 最后一层的各节点表示进行一致性约束．
３）ｗ ／ ｏ ＤＡ． 移除图数据增强层，只使用节点原始特征参

与训练和推理．
如图 ２ 为消融实验的结果，其中 ＡＬＬ 为不做消融的 ＤＣ⁃

ＧＲＣＮ． 根据实验结果得到的结论为：

图 ２　 ＤＣ⁃ＧＲＣＮ 在 ５ 个数据集上的消融实验

Ｆｉｇ． ２　 Ａｂｌａｔｉｏｎ ｓｔｕｄｙ ｏｆ ＤＣ⁃ＧＲＣＮ ｏｎ ５ ｄａｔａｓｅｔｓ

　 　 １）与完整的 ＤＣ⁃ＧＲＣＮ 相比，所有移除了某组件的 ＤＣ⁃
ＧＲＣＮ 变体的性能都明显下降，这表明每个组件都起到了积

极的作用．
２）删除了层级注意力模块后，在 ５ 个数据集上的实验结

果均有较大程度的下降． 可以看出，层级注意力模块可以自适

应地融合从拓扑空间和特征空间中得到的信息，降低噪音信

息的影响，从而获取更有用的节点表示，对于分类任务帮助较大．
３）一致性约束能够使多种节点表示尽可能的保持一致，

加强了各节点表示的相关性，突出了它们的共同信息．
４）图数据增强模块将原始节点特征转换成多种表示，在

图卷积过程中形成多通道，可以让模型关注到不同方面的信

息，有助于模型学习到更丰富的信息．
５． ４　 可视化

为了更直观的比较本文方法的有效性，在标签率为 ２０ 的

ＢｌｏｇＣａｔａｌｏｇ 和 Ｆｌｉｃｋｒ 数据集上执行可视化任务． 将最后得到

的节点表示使用 ｔ⁃ＳＮＥ 进行降维，得到如图 ３ 所示的可视化图．
从图 ３ 中可以看出，ＧＣＮ 学习到的节点表示把不同标签

的节点都混到一起，不能很好地区分出各节点的类别；ＡＭ⁃

ＧＣＮ 学习到的节点表示相对于 ＧＣＮ 来说虽然能较为明显的

图 ３　 在 ＢｌｏｇＣａｔａｌｏｇ 和 Ｆｌｉｃｋｒ 数据集上学习

的节点表示的可视化结果

Ｆｉｇ． ３　 Ｖｉｓｕａｌｉｚａｔｉｏｎ ｏｆ ｔｈｅ ｌｅａｒｎｅｄ ｎｏｄｅ ｅｍｂｅｄｄｉｎｇｓ
ｏｎ ＢｌｏｇＣａｔａｌｏｇ ａｎｄ Ｆｌｉｃｋｒ ｄａｔａｓｅｔ

区分各类，但类内相似性不够高；ＤＣ⁃ＧＲＣＮ 能够学习到更为
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紧凑、类内相似性高、类间边界清晰的节点表示．
５． ５　 参数敏感性实验

５． ５． １　 特征图参数的敏感性分析

为了测试特征图中 ｋ 近邻的超参数 ｋ 的影响，实验测试

了 ｋ 从 ２ ～ ２０ 之间的 ＤＣ⁃ＧＲＣＮ 的性能，结果如图 ４ 所示． 可
以看出，随着 ｋ 值的增加，ＤＣ⁃ＧＲＣＮ 的性能呈现逐渐上升然

后缓慢下降的趋势． 例如，在数据集 ＡＣＭ 标签率为 ６０ 时，随
着 ｋ值从２开始增加，准确率逐渐上升，当ｋ为７时，准确率

图 ４　 参数 ｋ 的研究

Ｆｉｇ． ４　 Ａｎａｌｙｓｉｓ ｏｆ ｐａｒａｍｅｔｅｒ ｋ

达到最高，然后准确率随着 ｋ 值的增加缓慢下降． 其他数据集

也呈现与 ＡＣＭ 相同的趋势． 这说明，在一定范围内，特征图

中增加的大多数是有助于分类的高质量的边． 但随着边的增

加，特征图越来越稠密，引入的噪音边就越多，从而导致分类

性能下降．

５． ５． ２　 一致性系数 γ 的敏感性分析

本节分析了公式（１６）中一致性约束系数 γ 的影响，γ 越

大，一致性约束损失占比就越大． 取值范围为 γ∈｛０，０． ０００１，
０． ００１，０． ０１，０． １，１，１０｝，结果如图 ５ 所示． 从实验结果中可以

观察到，随着 γ 的增加，准确率呈现先缓慢上升然后急速下降

图 ５　 参数 γ 的研究

Ｆｉｇ． ５　 Ａｎａｌｙｓｉｓ ｏｆ ｐａｒａｍｅｔｅｒ γ

的趋势． 例如，在数据集 ＢｌｏｇＣａｔａｌｏｇ 中，随着 γ 从 ０ 开始增

加，准确率先缓慢上升，当 γ 为 ０． １ 时模型达到最佳性能，当
γ 的值大于 １ 后，模型性能开始下降． 其他数据集也呈现与

ＢｌｏｇＣａｔａｌｏｇ 数据集相同的趋势，这说明，一致性约束 Ｌｃｏｎ能够

在一定程度上进一步提高本文提出模型的表达能力．

５． ５． ３　 图数据增强层超参数敏感性分析

本节分析分析图数据增强层中的超参数对模型的性能影

响，主要的参数一个是特征增强个数 Ｈ，另一个是 Ｂｅｒｎｏｕｌｌｉ
概率 δ． 参数敏感性结果如图 ６ 所示，可以观察到，Ｈ 和 δ 对模

型的性能影响都起着积极的作用． 对于 ＡＣＭ 数据集，当 δ 固
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定时，对于不同的 Ｈ 相对来说比较稳定；当 Ｈ 固定时，不同的

δ 对模型性能影响较大． 对于 Ｆｌｉｃｋｒ 数据来说，当 δ 取值较大

时（δ≥０． ３），不同的 Ｈ 对模型性能产生影响较大． 实验结果

表明，图数据增强层能够有效地提升模型的性能．

图 ６　 参数 Ｈ 和 δ 的研究

Ｆｉｇ． ６　 Ａｎａｌｙｓｉｓ ｏｆ ｐａｒａｍｅｔｅｒｓ Ｈ ａｎｄ δ

６　 总　 结

　 　 本文提出了一个面向半监督节点分类的图随机卷积网络

ＤＣ⁃ＧＲＣＮ． 首先，该模型利用节点特征矩阵生成一个特征图．
然后，使用图数据增强层生成多个增强的节点特征矩阵，使其

分别在拓扑空间和特征空间中进行传播，在传播过程中将两

种空间中的节点表示动态地进行信息交互． 最后，对于传播完

成后的多个节点表示，使用注意力机制自适应地将它们结合，
同时，对这些节点表示进行一致性正则化约束． 在 ５ 个真实数

据集上的大量的实验表明，本文的提出的方法优于最先进的

方法．
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